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Abstrak 
Tahun 2024 di Indonesia ditandai dengan pemilihan umum serentak, yang menyebabkan peningkatan 

signifikan dalam penggunaan media luar ruang untuk kampanye politik. Tantangan utama adalah 

mendapatkan data lalu lintas yang akurat dan real-time guna meningkatkan strategi serta efektivitas iklan 

media tersebut. Penelitian ini mengembangkan sistem perhitungan jumlah kendaraan berdasarkan jenis 

kendaraan menggunakan algoritma YOLO secara real-time untuk mengolah citra CCTV di media luar 

ruang. Metode penelitian melibatkan pelatihan model YOLOv9 dan pelacakan berbasis centroid pada 

10000 dataset, 10 batch, dan 100 epoch yang mencakup empat class kendaraan. Evaluasi model 

mendapatkan nilai 97,5% accuracy pada tugas klasifikasi dan 90% mAP 90,9% precision 82,8% recall 

86,7% F1-Score pada tugas deteksi. Pengujian perhitungan kendaraan pada area ROI dalam 1 menit 

mendapatkan 90,85% accuracy dengan 18-21 FPS. Kontribusi utama penelitian ini dalam menyediakan 

data lalu lintas yang akurat dan real-time untuk perencanaan lalu lintas, keamanan, dan analisis pemasaran 

yang dapat dimanfaatkan oleh pemerintah daerah, perusahaan manajemen lalu lintas, dan perusahaan iklan. 

Dari hasil penelitian mengindikasikan sistem yang dibangun memiliki kemampuan deteksi dan pelacakan 

kendaraan dengan akurasi tinggi, namun kinerja sistem masih dapat ditingkatkan dengan pelatihan model 

dan spesifikasi perangkat keras untuk komputasi yang lebih baik lagi. 

Kata kunci: YOLOv9, Deteksi Kendaraan, Confusion Matrix, Real-time Computer Vision 

Abstract 
In 2024, Indonesia will experience simultaneous general elections, resulting in a significant increase in the 

use of outdoor media for political campaigns. The primary challenge is to obtain accurate and real-time 

traffic data to enhance the strategy and effectiveness of these media advertisements. This study develops a 

system for counting the number of vehicles based on their type using the YOLO algorithm in real-time, 

processing CCTV images in outdoor media. The research method involves training a YOLOv9 model and 

centroid-based tracking on a dataset of 10000 images, 10 batches, and 100 epochs, encompassing four 

vehicle classes. Model evaluation achieved 97,5% accuracy in classification tasks and 90% mAP 90,9% 

precision 82,8% recall and 86,7% F1-Score in detection tasks. Vehicle count testing in the ROI area within 

1 minute obtained 90,85% accuracy with 18-21 FPS. The main contribution of this research is providing 

accurate and real-time traffic data for traffic planning, security, and marketing analysis, benefiting local 

governments, traffic management companies, and advertising firms. The results indicate that the developed 

system has high detection and tracking accuracy; however, system performance can be further improved 

with enhanced model training and better hardware specifications for improved computation. 

Keywords: YOLOv9, Vehicle Detection, Confusion Matrix, Real-time Computer Vision 

 

1. PENDAHULUAN 

Pemilihan umum serentak tahun 2024 di Indonesia memicu peningkatan penggunaan 

media luar ruang seperti billboard, baliho, videotron, JPO, dan bando untuk kampanye politik. 

Media ini digunakan untuk menarik perhatian publik dan meningkatkan kesadaran melalui 

penempatan iklan yang strategis. Dalam konteks ini, jumlah kendaraan yang melewati media iklan 

tersebut menjadi indikator penting efektivitas iklan. Semakin tinggi jumlah kendaraan yang 

melewati media above the line tersebut, maka semakin besar pula potensi paparan iklan tersebut 

untuk mendapatkan atensi publik serta meningkatkan awareness melalui image dan positioning 

nya [1]. Iklan melalui media luar ruang ini seperti baliho masih menjadi pilihan dalam 

kepentingan pemilihan umum untuk menerapkan iklan politik jika dibandingkan melalui media 
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elektronik [2], namun kelemahan media ini masih ada karena konten yang bersifat statis dan 

menyebabkan target konsumen dari iklan menjadi tidak tepat [3]. 

Seiring perkembangan teknologi artificial intelligence khususnya bidang computer vision, 

integrasi sistem kamera pengawas memungkinkan informasi visual dapat dideteksi, di 

intepretasikan, dan direspon [4]. Secara umum perkembangan ini juga dapat menjadi solusi 

efisien bagi pemerintah daerah, perusahaan manajemen lalu lintas, pengembang properti, dan 

melalui perusahaan iklan itu sendiri untuk memperoleh data yang akurat dan real-time dalam 

perencanaan lalu lintas, keamanan, dan analisis pemasaran. Salah satu solusi untuk mencapai hal 

tersebut adalah dengan mengembangkan sistem perhitungan jumlah kendaraan berdasarkan jenis 

kendaraan menggunakan algoritma YOLO. 

YOLO kepanjangan dari You Only Look Once memisahkan gambar input menjadi bagian-

bagian dalam bentuk grid yang terdiri dari beberapa sel. [5]. Dengan karakter state of the art nya 

dalam kondisi real-time, algoritma ini berfungsi sebagai model detector terintegrasi dan terpadu 

yang secara langsung melakukan prediksi bounding box atau kotak pembatas dan probabilitas 

class untuk seluruh gambar dalam satu evaluasi tunggal (single shot). [6]. Mask R-CNN algoritma 

pada deteksi object, membutuhkan dua tahap untuk menghasilkan proposal region kemudian 

mengklasifikasi dan memfilternya. Pada Algoritma deteksi object lain, SSD menggunakan satu 

jaringan konvolusi untuk menghasilkan deteksi pada berbagai skala dengan prediksi bounding 

box dan skor class dari beberapa feature maps. Algoritma YOLO lebih menawarkan 

keseimbangan dan mampu mengatasi beberapa kelemahan yang mungkin dimiliki oleh algoritma 

deteksi objek sebelumnya seperti model mask R-CNN dan SSD [7]. YOLO memiliki keunggulan 

pada kemampuan dan kecepatan untuk mendeteksi multiple object berdasarkan kebenaran hasil 

keluaran  sistem dan ketepatan waktu yang dihasilkan dengan tingkat akurasi yang tinggi [8]-[9]. 

Pada versi YOLOv9 memperkenalkan pendekatan deep learning yang berfokus pada loss dari 

informasi dan efisiensi arsitektur jaringan yang lebih dalam. 

Pada penelitian sebelumnya oleh Saifullah, Hegarini, dan Wardijono telah berhasil 

membuat sistem perhitungan jumlah kendaraan mobil menggunakan metode Haar Cascade 

Classifier. Tingkat keberhasilan sistem ini 40% dalam menghitung mobil dengan kecepatan yang 

berbeda-beda melalui ROI line yang dibuat. Penelitian ini mengharapkan teknik pelacakan 

kontinyu dan peningkatan preprocessing data pada penelitian selanjutnya. Sistem perhitungan 

kendaraan pada penelitian lain menggunakan algoritma K-Nearest Neighbor oleh Suradi, Rasyid, 

dan Nasaruddin mampu melakukan perhitungan dengan akurasi rata-rata 78,5%.   Penelitian yang 

pernah dilakukan menggunakan algoritma YOLOv8 pada perhitungan kendaraan oleh Hayati, 

Singasatia, dan Muttaqin dengan jumlah custom dataset sebanyak 4680, preprocessing image size 

416x416, dan epochs 50 telah berhasil mendapatkan nilai model 86% accuracy, 86% precision, 

86% recall, dan 85% F1-Score. Penelitian ini mengharapkan pengumpulan dataset dari pihak 

ketiga dan membandingkan dengan versi YOLO yang lain di penelitian selanjutnya.  

Pengembangan sistem perhitungan jumlah kendaraan berdasarkan jenis kendaraan 

menggunakan algoritma YOLO secara real-time dalam penelitian ini diharapkan mampu 

menghasilkan solusi yang optimal dan efisien untuk meningkatkan strategi periklanan serta 

berbagai pihak yang tertarik untuk melakukan analisis traffic kendaraan, keperluan bisnis maupun 

dalam tujuan penelitian yang lain. 

 

2. METODE PENELITIAN 

Dalam membuat metode, terdapat serangkaian tahapan atau kerangka kerja yang diikuti 

untuk memastikan alur penelitian tersampaikan secara keseluruhan. Dalam penelitian ini, 

flowchart pada gambar 1 digunakan sebagai representasi visual dari tahapan metode, yang 

menggambarkan penerapan model algoritma YOLO untuk mengembangkan sistem perhitungan 

jumlah kendaraan berdasarkan jenisnya secara real-time. 
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Gambar 1. Tahapan Pengembangan Sistem Perhitungan Kendaraan Menggunakan YOLO 

2.1. YOLOv9 

YOLOv9 adalah YOLO versi yang sedang dikembangkan Ultralytics bekerjasama dengan 

open-source team dibangun berdasarkan basis kode kuat yang disediakan pada YOLOv5 dengan 

memperkenalkan peningkatan arsitektur. YOLOv9 menggabungkan kemajuan seperti PGI 

kepanjangan dari Programmable Gradient Information (PGI) dan GELAN kepanjangan dari 

Generalized Efficient Layer Aggregation Network [13]. PGI melakukan pencegahan dari data 

yang loss selama pembaruan gradien, sementara GELAN mengoptimalkan model ringan melalui 

perencanaan jalur gradien. Melalui penggabungan PGI dan adaptasi Arsitektur GELAN, 

YOLOv9 tidak hanya meningkatkan kemampuan pembelajaran model tetapi juga menjamin 

informasi penting selama proses deteksi [14]. 
 

2.2. Data Acquisition 

Data acquisition pada penelitian ini bersifat mengkombinasikan beberapa sumber dataset. 

Selanjutnya, dataset ini dikumpulkan melalui platform Roboflow yang memiliki fungsionalitas 

terkait dengan pengumpulan data. Roboflow juga menawarkan fitur-fitur seperti anotation, 

preprocessing, augmentation, dan dataset export yang mampu meningkatkan kecepatan dalam 

pengembangan sistem kecerdasan buatan. [15]. 

2.3. Data Exploration 

Data exploration dilakukan dengan image labeling atau menandai objek dengan kotak 

pembatas dan menetapkan class yang tepat untuk setiap gambar untuk mendapatkan anotation 

pada data citra dan dilanjutkan pembagian set data dengan perbandingan 80% train data, 15% 

valid data, dan 5% test data. Tahap ini juga terdapat preprocessing yang merupakan langkah awal 

sebelum dilakukan proses pengenalan pola [16] dengan menerapkan Auto-orient dan resize semua 

data citra dengan ukuran 640x640.  

2.4. Modelling 

Modelling merupakan tahap pelatihan yang dilakukan untuk mengidentifikasi pola-pola 

dalam dataset dengan tujuan membuat prediksi dan mengambil keputusan. Tahap ini diawali 

dengan melakukan export dataset hasil data exploration dari Roboflow ke Google Colab, sebuah 

platform cloud Google berbasis Python yang memberikan akses layanan GPU sebagai backend 

komputasi [17]. 
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2.5. Data Evaluation 

Data evaluation mengacu pada confusion matrix untuk menghasilkan 4 parameter, yaitu 

accuracy, precision, recall, dan F1-Score [18]. Confusion matrix menilai kinerja suatu model 

pembelajaran mesin dengan memperlihatkan prediksi klasifikasi aktual dan prediksi klasifikasi 

yang dilakukan [19]. Tabel 1 menampilkan confusion matrix sebagai representasi variabel untuk 

memenuhi keempat parameter tersebut. 

Tabel 1. Confusion Matrix 

Confusion Matrix 

 

Actual 

True False 

Prediction 

True 

True Positive (TP): mengacu pada tipe 

sampel yang termasuk dalam class positive 

kemudian terklasifikasi dengan benar. 

False Positive (FP): mengacu pada tipe 

sampel yang termasuk dalam class negative 

tetapi salah diklasifikasikan sebagai milik 

class positive. 

False 

False Negative (FN): mengacu pada tipe 

sampel yang termasuk dalam class positive 

tetapi salah diklasifikasikan sebagai milik 

class negative. 

True Negative (TN): mengacu pada tipe 

sampel yang termasuk dalam class negative 

yang diklasifikasikan dengan benar. 

 

2.6. Model Deployment 

Tahap ini merupakan pengujian hasil output model yang telah dilatih. Pengujian dilakukan 

pada rekaman CCTV billboard dengan setiap class yang terdeteksi dilacak (tracking) 

menggunakan metode pelacakan berbasis centroid, di mana posisi pusat (centroid) dari setiap 

class dihitung. Gambar 2 menunjukan workflow dimana data RTSP CCTV diambil melalui ip 

public yang disediakan Astinet kemudian server melakukan preprocessing video dengan model 

latih. 

 

 
 

Gambar 2. Workflow Processing Data CCTV Pada Sistem 

Server akan memproses video jika posisi pusat class ini berpindah dari satu frame ke frame 

berikutnya, pelacakan memastikan bahwa class yang sama dikenali berdasarkan jarak antara 

pusat-pusat tersebut. Area ROI (Region of Interest) didefinisikan dalam frame video untuk 

menentukan apakah kendaraan berada dalam area tertentu [20]. Tabel 2 menunjukan tiga 

komponen utama yang digunakan pada pelacakan berbasis centroid ini. 

Tabel 2. Komponen Utama Sistem Perhitungan Jumlah Kendaraan 

Komponen Input Output 

Detector frame dari video CCTV Lokasi bounding boxes dan jenis kendaraan yang terdeteksi 

Tracker frame baru Bounding box yang diperbarui untuk setiap objek 

Counter Centroid dan posisi dari area ROI. kendaraan berada di dalam atau di luar area ROI. 
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Detector menggunakan model YOLOv9 yang telah dilatih untuk mendeteksi kendaraan 

dalam frame video dan mengembalikan daftar bounding boxes serta jenis kendaraan yang 

terdeteksi ke tracker. Tracker kemudian menggunakan bounding boxes ini untuk melacak posisi 

kendaraan di frame berikutnya menggunakan metode pelacakan berbasis centroid, yang 

menghitung posisi pusat (centroid) setiap kendaraan. Detector juga digunakan untuk 

memperbarui tracker secara berkala guna memastikan pelacakan tetap akurat. Counter 

menggunakan dua area ROI untuk menentukan apakah kendaraan berada dalam area yang 

relevan. 

Pada perhitungan total seluruh class jalur kendaraan yang menuju billboard, counter akan 

mengkategorikan watch billboard. Jalur dengan arah meninggalkan billboard, counter akan 

mengkategorikan no watch billboard. Saat sebuah kendaraan class tertentu memasuki atau keluar 

dari area ROI, sistem ini mencatat dan menghitung jumlah kendaraan yang termasuk dalam setiap 

class serta total seluruh class dengan kategori watch billboard dan no watch billboard. 

Hasil post processing berupa deteksi dan pelacakan ini ditampilkan dalam video berformat 

MJPEG dengan anotasi visual, dan jumlah setiap class, seperti car, motorcycle, bus, dan truck 

dihitung berdasarkan apakah mereka berada dalam atau di luar area ROI. Video post processing 

dapat diakses melalui domain dari server, sedangkan data perhitungan ini akan dikirim ke cloud 

dari firebase real-time database untuk dapat di akses oleh client. 

 

3. HASIL DAN PEMBAHASAN 

3.1 Data Acquisition 

Tahap data acquisition yang dikumpulkan pada penelitian ini berjumlah 5000 dengan 

pembagian 20% untuk masing-masing class yaitu car, motorcycle, bus, dan truck berasal dari 

hunting citra dijalan secara langsung, Kaggle, serta pencarian di Google ditunjukan pada gambar 

3. Data 20% terakhir berasal dari keluaran citra yang dihasilkan oleh CCTV billboard yang 

digunakan pada penelitian. 

 

Gambar 3. Tahapan Data Acquisition (kiri) dan Labelling Data Exploration (kanan) 

3.2 Data Exploration 

Tahapan ini diawali dengan labelling yang ditunjukan pada gambar 3. Hasil data 

exploration setelah pelabelan mendapatkan 15361 anotation, namun fitur dataset health check 

Roboflow menunjukkan ketidakseimbangan jumlah class yang dianotasi, terutama pada class 

truck dan bus. Ketidakseimbangan ini di ilustrasikan dalam gambar 4. 

 

 

Gambar 4. Unbalancing Class Dataset 
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Data citra tambahan diambil dari dataset publik Roboflow Universe yang sesuai pada 

penelitian ini digunakan untuk lebih menyeimbangkan masing-masing class, sehingga total akhir 

dataset adalah 10000 data citra, data exploration 20428 anotasi dengan perbandingan antara train 

set, valid set, dan test set adalah 80:15:5 tampak pada gambar 5. Dataset publik yang dipilih 

menggunakan augmentation rotation, shear, dan grayscale pada level citranya. Hasil akhir 

dataset yang digunakan pada tahapan ini dapat dilihat pada gambar 6.  

 

Gambar 5. Balancing Class Dataset 

 

Gambar 6. Jumlah Dataset Yang Digunakan 

3.3 Modelling 

Tahap modelling merupakan training phase menggunakan Google Colab yang dapat dilihat 

pada gambar 7. Pada proses training konfigurasi menggunakan YOLOv9e (YOLOv9 larger model 

dengan FLOPs 192,5), 100 epochs, ukuran citra (imgz) 640, 10 batch, 8 workers, dan 10 close 

mosaic. Dengan 10 batch yang diterapkan pada dataset berjumlah 10000, maka dalam 1 epochs 

dibutuhkan 10000/10 = 1000 langkah, sehingga seluruh proses pelatihan membutuhkan total 10 

juta langkah. 

 

Gambar 7. Proses Training dan Summary Custom Dataset 

3.4 Data Evaluation 

hasil analisis model pada tugas klasifikasi citra multi-class yang disajikan dengan 
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menggunakan ouput tahap modelling yaitu confusion matrix normalized di gambar 8. Analisis 

dilakukan dengan mengukur accuracy, precision, recall, dan F1-score serta mAP pada evaluasi 

dari tugas deteksi object.   

 

Gambar 8. Hasil Confusion Matrix 

Dari confusion matrix normalized pada class bus tampak bahwa nilai TPbus 0,87 FPbus 0,01 

yang berasal dari miss class pada class car FNbus 0,01 dari miss class pada class truck serta TNbus 

sebesar 0,11 yang berasal dari pengurangan nilai 1 dengan jumlah dari TP, FP, dan FN.  Dengan 

persamaan 1 hingga 4 didapatkan perhitungan untuk class bus: 

 

Accuracy pada persamaan 1 merupakan jumlah class instance yang diklasifikasikan dengan benar 

dari semua class instance yang ada di train set. 

 

𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦𝑏𝑢𝑠 =
𝑇𝑃𝑏𝑢𝑠 + 𝑇𝑁𝑏𝑢𝑠

𝑇𝑃𝑏𝑢𝑠 + 𝐹𝑃𝑏𝑢𝑠 + 𝑇𝑁𝑏𝑢𝑠 + 𝐹𝑁𝑏𝑢𝑠

=
0,87 + 0,11

0,87 + 0,01 + 0,11 + 0,01
= 0,98 (1) 

 

Precision pada persamaan 2 memberikan indikasi seberapa akurat model mampu 

mengidentifikasi class instance dalam positive. Precision yang tinggi akan berdampak baik 

dengan lebih sedikitnya model dalam kondisi false positive. Sangat penting untuk 

mempertimbangkan Precision bersamaan dengan recall (sensitivitas) dalam evaluasi model. 

 

𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝑏𝑢𝑠 =  
𝑇𝑃𝑏𝑢𝑠

𝑇𝑃𝑏𝑢𝑠 + 𝐹𝑃𝑏𝑢𝑠

=
0,87

0,87 + 0,01
= 0,9886 (2) 

 

Recall pada persamaan 3 menilai seberapa efektif model dalam mengidentifikasi semua instance 

positive pada dataset. Parameter ini memberikan gambaran tentang seberapa baik model dapat 

menemukan semua kondisi positive pada model. 

 

𝑟𝑒𝑐𝑎𝑙𝑙𝑏𝑢𝑠 =  
𝑇𝑃𝑏𝑢𝑠

𝑇𝑃𝑏𝑢𝑠 + 𝐹𝑁𝑏𝑢𝑠

=
0,87

0,87 + 0,01
= 0,9886 (3) 

 

F1-score pada persamaan 4 bertujuan untuk mengevaluasi performa model klasifikasi [21]. ketika 

proporsi class positive dan class negative tidak seimbang maka matrix ini akan menjadi 

penyeimbang. 

 

𝐹1 − 𝑆𝑐𝑜𝑟𝑒𝑏𝑢𝑠 =  
2 𝑥 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 𝑏𝑢𝑠𝑥 𝑅𝑒𝑐𝑎𝑙𝑙𝑏𝑢𝑠

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛𝑏𝑢𝑠 + 𝑅𝑒𝑐𝑎𝑙𝑙𝑏𝑢𝑠

=
2𝑥0,9886𝑥0,9886

0,9886 + 0,9886
= 0,9886 (4) 

 

Perhitungan klasifikasi citra pada setiap class dan rata-rata seluruh class disajikan pada tabel 3. 
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Evaluasi ini merujuk pada tugas klasifikasi dari model yang dilatih.  

Tabel 3. Evaluasi Model Untuk Klasifikasi Berdasarkan Confusion Matrix Normalized 

Class TP FP FN TN Accuracy Precision Recall F1-Score 

Bus 0,87 0,01 0,01 0,11 0,98 0,9886 0,9886 0,9886 

Car 0,83 0,01 0,03 0,13 0,96 0,9881 0,9652 0,9765 

Motorcycle 0,81 0,00 0,00 0,19 1,00 1,00 1,00 1,00 

Truck 0,94 0,03 0,01 0,02 0,96 0,9691 0,9895 0,9792 

Macro Avg - - - - 0,975 0,98645 0,985825 0,986075 

 

Berdasarkan dokumentasi Ultralytics dalam deteksi object sendiri merupakan hubungan 

antara object actual dan object prediksi dapat bersifat many-to-many. Evaluasi dapat 

menggunakan matrix khusus seperti Intersection over Union (IoU) atau Mean Average Precision 

(mAP). IoU mengukur tumpang tindih antara kotak pembatas atau bounding box yang diprediksi 

dan kotak pembatas hasil dari labelling pada dataset, mengevaluasi keakuratan lokalisasi object. 

mAP memperluas konsep AP dengan menghitung nilai rata-rata AP di beberapa class object dan 

berguna dalam skenario deteksi object multi-class untuk memberikan evaluasi komprehensif 

terhadap performa model. Tabel 4 menunjukan evaluasi hasil training model dalam mendeteksi 

object setiap 20 epochs, sementara tabel 5 menggambarkan hasil training model dalam 

mendeteksi object untuk setiap dan seluruh class.  

Tabel 4. Hasil Training Model (Deteksi) / 20 Epochs 

Epochs Precision Recall mAP50 

20 0,817 0,729 0,794 

40 0,887 0,778 0,869 

60 0,886 0,823 0,894 

80 0,904 0,831 0,903 

100 0,912 0,820 0,898 

Tabel 5. Hasil Training Model (Deteksi) Setiap & Seluruh Class 

Class Precision Recall mAP50 

Bus 0,909 0,847 0,914 

Car 0,878 0,771 0,862 

Motorcycle 0,894 0,758 0,853 

Truck 0,954 0,935 0,972 

All 0,909 0,828 0,9 

 

𝐹1 − 𝑆𝑐𝑜𝑟𝑒 =  
2 𝑥 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 𝑥 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙
=  

2 𝑥 0,909 𝑥 0,828

0,909 + 0,828
= 0,86 

 

 

(4) 

 

Validasi yang didapat dari nilai hasil training untuk keseluruhan class yaitu precision 0,909 

Recall 0,828 mAP50 0,9 dan F1 Score dari model ini untuk mendeteksi adalah 0,867. Hasil model 

cukup baik dengan nilai mAP yang dihitung dari batas ambang IoU 50 sebesar 0,9 dan presisi 

yang menunjukan keakuratan object yang terdeteksi sebesar 0,909. Berikut tabel 6 memberikan 

tinjauan hasil evaluasi keseluruhan model pada tugas deteksi. 

 
Tabel 6. Hasil Evaluasi Keseluruhan Model (Deteksi) 

No Matrix Nilai 

1. mAP 0,9 

2. Precision 0,909 

3. Recall 0,828 

4. F1 Score 0,867 

 

Kurva kinerja model disajikan dalam Gambar 9. Dari analisis gambar, kurva precision 

mencapai nilai puncak 1 pada tingkat kepercayaan 0,977 recall memperoleh nilai 0,94 pada 

tingkat kepercayaan 0, F1-Score mencapai 0,87 pada kepercayaan 0,41, dan precision-recall 
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mencapai 0,900 pada 0,5 mAP. Class motorcycle memiliki nilai evaluasi dibawah seluruh class, 

sedangkan class truck mendapatkan nilai paling baik.  

 

 
 

 

Gambar 9. Kurva Kinerja Model 

Hasil pendeteksian kendaraan dengan menggunakan model ini menunjukan akurasi dan 

presisi yang baik meskipun dalam kondisi traffic yang tinggi ditunjukan pada Gambar 10 yang 

merupakan citra diluar dataset (train set, valid set, dan test set). 

 

  

Gambar 10. Hasil Pendeteksian Kendaraan Dengan Model Latih 

3.5 Model Deployment 

Dalam menerapkan model yang telah dilatih untuk mendeteksi kendaraan dilakukan 

pengkodean yang mencakup detector, tracker, dan counter. Detector bekerja setelah model 

memprediksi bounding box dalam frame dari CCTV, hasil prediksi diproses untuk 

mengidentifikasi koordinat bounding box dan jenis class. Hanya jenis class yang relevan yang 

ditambahkan ke daftar mylist untuk dilacak lebih lanjut. Pada setiap frame, tracker menerima 

daftar bounding box dari detector dan menghitung centroid dari setiap kendaraan. Tracker 

memeriksa apakah centroid yang baru dihitung berada dalam jarak tertentu dari centroid yang 
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telah dilacak sebelumnya untuk mendapatkan id yang konsisten dari frame ke frame. Counter 

menentukan apakah kendaraan berada di dalam area ROI yang didefinisikan membedakan antara 

kendaraan dalam kategori "watch billboard" dan "no watch billboard". Gambar 11 menunjukan 

potongan kode ketiga komponen yang digunakan.  

 

 

Gambar 11. Kode Program Detector (kiri), Tracker (tengah), Counter (kanan) 

Sistem pada penelitian ini menggunakan spesifikasi perangkat keras processor 6-Core (12 

CPUs) 3.6GHz, 16GB RAM 3200 MHz, serta GPU NVIDIA GeForce GTX 1660 dengan VRAM 

6GB. Agar YOLO dapat beroperasi di lingkungan GPU yang optimal, model diimplementasikan 

menggunakan cuDNN dan CUDA. Dari integrasi ini sistem mendapatkan rata-rata rentan 18-21 

FPS. FPS ini didapat dari perhitungan dengan membandingkan waktu saat ini dengan waktu 

sebelumnya untuk setiap iterasi pengambilan frame. Meskipun FPS masih belum optimal namun 

masih dapat memperlihatkan proses real-time cukup baik. Gambar 12 menunjukan hasil deteksi 

kendaraan sebelum metode pelacakan berbasis centroid di terapkan. 

 

 

Gambar 12. Deteksi Kendaraan Pada CCTV Video Sebelum Pelacakan Berbasis Centroid  

Hasil deteksi dan perhitungan kendaraan menunjukkan bounding box dan centroid yang di-

overlay pada frame video, dengan anotasi visual yang menunjukkan jenis kendaraan dan tingkat 

kepercayaannya dari model YOLOv9 yang telah dilatih serta penerapannya pada metode 

pelacakan berbasis centroid dan area ROI serta sudah diterapkan pada web platform ditunjukan 

pada gambar 13.  
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Gambar 13. Deteksi dan Perhitungan Kendaraan Pada CCTV Video Menggunakan Pelacakan Berbasis Centroid  

Tabel 7 menunjukan tahap akhir model deployment melalui pengujian manual sistem 

dilakukan untuk semua class dengan 1 area ROI pada waktu siang hari dan malam hari dengan 

data streaming CCTV billboard yang direkam selama 1 menit untuk mempermudah perhitungan 

manual, sedangkan dengan 2 area ROI ditunjukan pada tabel 8. Keakuratan sistem dihitung secara 

manual dengan menggunakan persamaan 5. 

 

𝐴𝑘𝑢𝑟𝑎𝑠𝑖𝑆𝑦𝑠𝑡𝑒𝑚 =  100% − (
𝐷𝑒𝑡𝑒𝑘𝑠𝑖 𝐸𝑟𝑟𝑜𝑟

𝐴𝑘𝑡𝑢𝑎𝑙
 𝑥100%) (5) 

 

Tabel 7. Pengujian Sistem Perhitungan Secara Manual 1 Area ROI Dalam 1 Menit 

Kondisi Class Aktual Terdeteksi Deteksi Error Akurasi 

Siang 

 

Bus 2 2 0 100% 

Car 14 14 0 100% 

Motorcycle 23 21 2 91,3% 

Truck 0 0 0 - 

All Class 39 37 2 94,9% 

Malam

 

Bus 1 1 0 100% 

Car 18 17 1 94,4% 

Motorcycle 30 27 3 90% 

Truck 1 1 0 100% 

All Class 50 46 4 92% 

 

 

Tabel 8. Pengujian Sistem Perhitungan 2 Secara Manual Area ROI Dalam 1 Menit 

 

Berdasarkan tabel 7 dan tabel 8 dapat dilihat pada class car dan class motorcycle 

mengalami beberapa deteksi error. Hasil pengamatan langsung saat perhitungan manual, pada 

class car keseluruhan error cenderung mengalami FN, sedangkan class motorcycle mengalami 

Kondisi Class Aktual Terdeteksi Deteksi Error Akurasi 

Siang 

 

Bus 1 1 0 100% 

Car 26 23 3 88,5% 

Motorcycle 35 32 3 91,4% 

Truck 1 1 0 100% 

All Class 63 57 6 90,5% 

Malam

 

Bus 1 1 0 100% 

Car 15 13 2 86,6% 

Motorcycle 30 25 5 83,3% 

Truck 4 4 0 100% 

All Class 50 43 7 86% 
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FN dan sebagian kecil FP. Faktor penyebab kesalahan ini dapat dimungkinkan dari model yang 

dilatih, kurangnya data kendaraan pada kecepatan tinggi, atau pengaruh kebutuhan source yang 

digunakan untuk komputasi pada sistem terlebih pada ROI yang lebih dari satu. 

Dari kedua tabel ini juga didapatkan nilai perhitungan akurasi rata-rata sistem secara 

manual dari total All Class sebesar 90,85%. Nilai ini cukup mendekati dari nilai mAP hasil 

training model dari tugas deteksi object yaitu 90%, namun memiliki selisih yang lebih pada 

perhitungan klasifikasi dengan nilai akurasi 97,5%. Tampak juga pada klasifikasi class 

motorcycle memiliki nilai akurasi 100%, berbeda jauh dengan dengan nilai mAP nya yang didapat 

pada tugas deteksi yaitu sebesar 85,3%. Besar kemungkinan bahwa dataset pada class motorcycle 

mendapatkan pengaruh dari background yang ditunjukan di gambar 8 confusion matrix 

normalized sebelumnya. Tugas klasifikasi berbeda dengan tugas deteksi object. Dalam tugas 

deteksi terdapat pengaruh dari nilai FP dan FN yang muncul disetiap class pada kolom dan baris 

background. Background atau gambar latar belakang ini bukan milik class manapun, menjadi 

citra tanpa object yang menarik serta memiliki .txt file terkait pada folder label. Background dapat 

terjadi dengan adanya beberapa bounding box yang menunjuk ke target yang sama, satu bounding 

box yang menunjuk ke beberapa target dari area tumpang tindih, atau sama sekali tidak 

mendeteksi apapun.  

 

4. KESIMPULAN DAN SARAN 

Penelitian ini berhasil mengembangkan sistem perhitungan jumlah kendaraan berdasarkan 

jenis kendaraan menggunakan algoritma YOLO secara real-time. Dalam penelitian ini sistem 

dijalankan pada spesifikasi perangkat keras processor 6-Core (12 CPUs) 3.6GHz, 16GB RAM 

3200 MHz, serta GPU NVIDIA GeForce GTX 1660 dengan VRAM 6GB yang terintegrasi 

dengan cuDNN dan CUDA menunjukkan hasil FPS rata-rata yang didapat belum optimal pada 

rentan 18-21 FPS. Spesifikasi ini memungkinkan munculnya FN atau perhitungan kendaraan 

terlewatkan, khususnya pada kondisi kendaraan yang memiliki kecepatan sangat tinggi. 

Peningkatan spesifikasi perangkat keras dapat dilakukan pada penelitian selanjutnya untuk 

meningkatkan kecepatan komputasi dan efisiensi sistem. 

Evaluasi model YOLOv9 untuk deteksi object yang dilatih pada penelitian ini 

menghasilkan nilai mAP sebesar 90% precision sebesar 90,9% recall sebesar 82,8% dan F1-score 

sebesar 86,7%. Nilai ini sedikit lebih rendah dengan evaluasi model untuk tugas klasifikasi 

berdasarkan confusion matrix normalized yang dihasilkan dengan accuracy 97,5%. Hal ini 

disebabkan perilaku object latar belakang atau background pada deteksi memiliki nilai FP dan 

FN, yang berarti area tumpang tindih dari bounding box mengalami kebingungan atau tidak ada 

sama sekali dalam melakukan setiap prediksi. Kemunculan nilai ini menunjukan dibutuhkan 

keseimbangan yang lebih lagi dari kumpulan data atau melakukan penambahkan class-class yang 

di identifikasikan atau berpengaruh terhadap background, konsistensi label pada data exploration, 

dan hyperparameter yang tepat pada train model untuk penelitian selanjutnya. 

Penelitian ini mendapatkan akurasi 90,85% pada pengujian perhitungan manual seluruh 

class yang terdeteksi di 1 atau 2 area ROI sistem di kondisi siang dan malam hari. Pengujian pada 

jumlah area ROI yang lebih banyak dan kondisi yang berbeda diperlukan pada penelitian 

selanjutnya untuk meningkatkan validitas dari model yang telah diterapkan. 

Sistem yang dikembangkan dari penelitian ini cukup mampu mendeteksi dan melacak 

berbagai jenis kendaraan dengan tingkat akurasi tinggi meskipun dalam traffic yang tinggi, 

sehingga sistem ini juga dapat dimanfaatkan untuk analisis lalu lintas dan perencanaan periklanan. 

Pada penelitian selanjutnya eksplorasi penggunaan algoritma lain yang dapat bekerja secara 

sinergis dengan YOLO dapat dilakukan untuk meningkatkan performa sistem deteksi secara 

menyeluruh dan terintegrasi dengan sistem manajemen lalu lintas yang lebih besar untuk 

memberikan manfaat yang lebih luas dalam bidang pemantauan dan pengelolaan lalu lintas kota.  
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